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RÉSUMÉ.Cepapierportesur la modélisationdesériestemporellesou derégressionà l’aide de
réseauxdeneurones.Ennousappuyantsurdesrésultatsrécentssur l’estimationdesmoindres
carréspour les sériestemporellesnon linéaires,nousproposonsuneméthodologiecomplète
et explicite pour l’estimationdesparamètres(processusd’apprentissage) et pour le choix du
modèle(sélectiond’architecture). En particulier, nousdonnonsunesolutionau problèmede
l’élagagedansun perceptron multi-couchesau moyend’une méthodepasà pasutilisant un
critèredetypeBIC dontondémontrela consistance.

ABSTRACT. This paperdealswith neural networkmodelingfor time seriesanalysisor regres-
sion. Basedon recentresultsaboutthe least-squareestimationfor non-lineartimeseries,we
proposea completeandfeasiblemethodologyfor bothparameterestimation(learningprocess)
and modelselection(architecture selection). In particular, we solvethe pruningproblemfor
multilayerperceptronmodelswith a stepwisesearchmethodby usinga BIC criterion which is
provedto beconsistent.

MOTS-CLÉS: Identificationstatistique,statistiquesasymptotiques

KEYWORDS: StatisticalStepwise,Almostsureidentification,asymptoticstatistics

SMM : RIA. VolumeX - n
�

X/2001,pages1 àX



2 SMM : RIA. VolumeX - n
�

X/2001

1. Intr oduction

Lesperceptronsmulti-couches(MLP) ontd’abordétéintroduitspourrésoudredes
problèmescomplexes de classification.Mais en raisonde leur propriétéd’approxi-
mateuruniversel(voir Hornik, 1989,[HOR 89] ou Funahashi,1989,[FUN 89]), ils
ont étérapidementutiliséscommemodèlesderégressionnonlinéaire,etensuitepour
la modélisationdessériestemporelleset la prévision.Voir parexemple(Weigendet
Gershenfeld,1994,[WEI 93] ouCottrellet al., 1995,[COT 95]) pourlesréférences.

Cependant,l’estimationet l’identification decesmodèlesutilisentdestechniques
sophistiquéeset il n’estpasfacilededéterminerl’architectureadéquate.En effet, ces
modèlessontpardéfinitionsur-paramétrés,lesfonctionsd’erreurà minimiseront de
nombreuxminimalocaux,et la miseenoeuvres’avèresouventdélicate.

Denombreuxarticlesportentsurlestechniquesd’élagagedesparamètresinutiles,
en particulierdansle cadredesmodèlesde régression,et les utilisateursont étendu
les techniquesproposéesaucasdessériestemporelles.Voir parexemple(Le Cunet
al., 1990,[CUN 90], Moody, 1992,[MOO 92], Reed,1993,[REE93], Murataet al.,
1994,[MUR 94],etc.).La plupartdecespapiersfournissentdesheuristiques,maisne
seplacentpasdansuncadrestatistiquerigoureux.

Cepapierproposeunensemblederésultatsthéoriquesétablisdansle cadredemo-
dèlesneuronauxdesériestemporelles,qui étendentdesrésultatsconnusdansle cadre
desmodèlesstatistiqueslinéaires(Hannanet Deistler[HAN 88]). En fait cesrésul-
tatssontégalementvalablesdansle cadredesmodèlesderégressionet desmodèles
mixtes(modèlesauto-régressifscomprenantaussidesvariablesexogènes),maispour
simplifier l’exposé,nousnousplaçonsuniquementdansle cadreauto-régressif.

Nousconsidéronsdonc une famille de modèlesappelésNeural AutoRegressive
model(NAR), définispar: �������	��
��������������������������������

[1]

où

–
� ��� �

, maisonpeutgénéraliseraucasmultidimensionnel,

–
� �

représenteunefonctionimplémentéeparunperceptronmulti-couchesavec
uneseuleunitédesortie,

–
�!���"#�%$&�(')�������%�+*

sontlesretardsdela série

,�!�#�

,

–
���

estun bruit i.i.d., d’espérance0, devarianceconstante-/. , parexempleune
variable0 
213� -/. � , indépendantedupassédela série.

Onconsidèredansla suiteun (
*&�%45�

-perceptronmulti-couches,avecuneunitéde
sortie linéaire,

*
unitésd’entréelinéaires,

4
unitéscachéesmuniesd’une fonction

d’activationsigmoïde6 detypetangentehyperbolique(fonctionimpaire).
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Alors unmodèle(NAR) estdéfiniprécisémentparuneéquationdu type�!�7�8�	�9
�����&�	�������#���!��:���/�;������<7=��?>@A�B � < A 6 C �@ " B �/D " A ����!"E� D = A	F ����� [2]

oùleshypothèsessontcellesdel’équation(1).Lesnotationssontlesnotationsusuelles:D " A ��'HGI$7GJ*&��'HG;KLGI4
est le paramètrecorrespondantau poidsde la connexion entrel’unité d’entrée

$
et

l’unité cachée
K
, < A ��'MGNKOGP4

correspondaupoidsdela connexion entrel’unité cachée
K

et l’unité desortie,D = A ��'HG;KLGQ4
est la constanteassociéeà l’unité cachée

K
et
<7=

est la constantecorrespondantà
l’unité desortie.

L’équation(2) définitalorsunmodèleparamétriqueayantuneformefonctionnelle
particulière.Nousprésentons

– despropriétésasymptotiquesdesestimateursdesparamètres,pour un modèle
donnéet unnombredonnéR d’observations,cequi correspondàl’ apprentissage,

– uneméthodologiestatistiquepermettantdechoisir le meilleurmodèle,(à partir
d’un modèledominant),cequi correspondauchoixdel’ architecture du réseau.

Nousneconsidéronsici quedessortiesréelles,maistouteslespropriétésquenous
présentonspeuventêtreétenduesaisémentaucasmulti-dimensionnel.

Soit S �UT�
+< A � =WV A V > ��
 D " A � =WV�"2V:�)XY��V A V >[Z le vecteurparamètre.Notonsquesa
dimensionest \ �]
^*[�`_)�#4U��' . EtantdonnéesR �5* observations,
�����	a��b�������%���c=	�����b�������#���3de�
de la série,on estime S en minimisantla moyennedescarrésrésiduels(Fonction
d’erreur) f dH
 S �g� � B d@ � B � 
�����hi�	��
,�!����b���������#������:�#� . � [3]

Onnote jS di��k	l�m \ $+n/� f dH
 S �
l’estimateurdesmoindrescarrésde S .
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Si onsupposeque oqp:r 
��	�g� -/.Ms`tJs 1 , il estéquivalentdeminimiseru o dv
 S �g�xwzy/
 � B d@ � B � 
,�!��hN�	��
�����&���������%���!�{������ . �g�Iw|y/
 f dH
 S �#�}� [4]

Dansle casoù
���

estgaussien,
u o dH
 S � estexactementce queles statisticiens

appellentla log-vraisemblanceconcentrée.

Onnotera ~S d��8k�l#m \ $+n/��wzy�u o dH
 S �}�
Les deuxminimisationssontéquivalentes(en fait

~S � jS , maisnousles dis-
tinguonspour rappelercommentils ont étéobtenus),leurspropriétésasymptotiques
sontpresqueles mêmes,maisnousverronsqu’en pratique,il vaut mieux utiliser la
seconde.

Le calculdesestimateurspeutêtremenéenutilisantn’importequelleméthodede
minimisation.Danscepapier, nousnetraitonspasceproblèmeetonsupposeque

jS d
estle vrai minimumdela fonctionErreur

f dH
 S � . Dansle casgénéral,nonnécessai-
rementgaussien,l’estimateurdesmoindrescarrésestun casparticulierd’estimateur
deminimumdecontraste(voir Guyon,1995,[GUY 95]).

Le papierestorganisécommesuit: le paragraphe2 énoncecertainsrésultatsma-
thématiquessur les estimateursdesmoindrescarréspour un modèleNAR . Le pa-
ragraphe3 fournit desrésultatsthéoriquesd’identificationpresquesûre.Dansle pa-
ragraphe4, on présenteunenouvelle méthoded’identificationpresquesûredu vrai
modèlebaséesur uneméthodede descentepasà pas(StepwiseStatisticalMethod,
SSM) qui permetd’élaguerles paramètresinutiles.Enfin, dansle paragraphe5, on
montresurunexemplesimulécommentcetteméthodes’utilise.Ledernierparagraphe
contientlesconclusionset lesperspectives.

2. Résultatsthéoriques

2.1. L’identifiabilit édu MLP à unecouchecachéeetunesortie

Pourestimerle vecteurparamètre,unepropriétéfondamentalepermettantd’obte-
nir desrésultatsdeconsistance,estl’identifiabilit édumodèle.Celasignifie,quepour
unefonctionreprésentableparun MLP donné,il n’y a qu’un seulvecteurparamètre
qui représentecettefonction.

Si on considèrequ’un perceptronmulticouchesdedimension(
*���4

), c’est-à-dire
avec

*
entrées,

4
unitéscachéeset unesortie,estunefonctionparamétriquesur

�L�
,

avec \ �]
^*L�N_)���54���' , le modèlen’estpasidentifiable.Onpeuteneffet trouver
deux systèmesde paramètresdifférentsqui génèrentles mêmessorties.Ceci peut
êtreobtenu,parexemple,si deuxunitéscachéesont despoidsenamontstrictement
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identiquespuisquequ’il suffira quela sommede leurspoidsen aval soit constante
pourreprésenterla mêmefonction.

Cependantsi onserestreintàunensembledeparamètresraisonnablelesMLP de-
viennentidentifiables,àdesopérationstrivialesprès.Onparleraalorsd’identifiabilité
faible.

Nousdonnonsdansla suitedesconditionsnécessaireset suffisantespour quele
modèlesoit identifiable,ausensfaible, dansle casd’un MLP à unecouchecachée,
ayantdestangenteshyperboliquespourfonctionsd’activation 6 .
2.1.1. MLP irréductibles

Unepremièreprécautionàprendreestdenepasutiliserartificiellementtropd’uni-
téscachées.Parexemple,si onconsidèreunMLP avecuneunitécachéedontle poids
relié à la sortieestnul, celle-ci esttotalementinutile puisqueles poidsenentréesà
cetteunitésontquelconques,c’est-à-direqu’ils n’influencentpasla fonctionreprésen-
téeparceMLP. NousallonsdonccaractériserlesMLP n’ayantpasd’unitéscachées
inutilesdemanièremanifesteparla notiondeMLP irréductible.

Notation 1 Si � ��
 � � �������%� � � � d �x� � estun vecteurd’entrée,on note � A 
 � �
l’impulsiondela

K
-èmeunitécachée:� A 
 � �g� D = A � �@ " B ��D " A � "

La dimension
*

estfixée.Le MLP avec
4

unitéscachéesestassociéà
4

applica-
tionsaffines: � ��� ����h � � A 
 � � �
On dira quedeuxfonctionsaffines � � , � . sont “signe-équivalentes”si � � � � . ou� � �(h � . .

On dira qu’un MLP estréductiblesi et seulementsi il vérifie au moinsunedes
conditionssuivantes:

1. Il existeunpoidsdesortienul.
2. Il existeaumoinsdeuxindicesdifférents

K � �{K . � T�')�������%�%4 Z telsquelesfonc-
tions � A}� � � A%� soientsigne-équivalentes

3. Il existeaumoinsun indice
K � T:'��������%� Z tel quela fonction � A soitconstante.

On dira qu’unMLP estirréductiblesi cen’estpasunMLP réductible.

Notation 2 Onnote0 ��X > l’ensembledesMLP avec
*

entrées,
4

unitéscachées,qui
sontirréductibles.

Remarque 1 Si
4��81

, 0 �)X = sontlesfonctionsaffinesde
� � h � �

.
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2.1.2. IdentifiabilitédesMLP irréductibles

Dorénavant,onneconsidèreplusquedesMLP irréductibles,c’est-à-direnecom-
prenantpasd’unitéscachéesmanifestementinutilesoufaisantexactementdoubleem-
ploi. Remarquonsquecetterestrictionn’empêchepaslesMLP d’êtresur-paramétrés.
Il restedestransformationstrivialesqui ne changentpasla fonction représentéepar
le MLP. Par exemple,si on choisit l’unité cachée

K
, quel’on changele signedetous

les poids D " A pour
'JG�$�G�*

et que l’on changeaussile signedu poidsde sortie< A associéàcetteunitécachée,commela fonctiontangentehyperboliqueestimpaire,
celane changerapasla fonction � � . Notons � A 
+�(ug�[� le MLP résultantde cette
transformation.

Une autrepossibilitéest d’interchangerdeuxunitéscachées
K	�

et
K . , ainsi que

lespoidscorrespondants,on note � A � X A � 
2�(ug��� le MLP correspondant.On dira que
deuxMLP

�;�
et
� . sontéquivalents(

�;����� . � , si etseulementsi il existeunetrans-
formation � , qui soit la composéed’applications� A et � A � X A � telle que

�;��� � 
2� . � .
PourquelesfonctionsMLP soientidentifiables,onconsidèredonclesclassesdeMLP
équivalents.Il s’agit ici d’uneidentifiabilité“faible” c’est-à-direàunetransformation� près.Sussmann( cf [SUS92]) prouvealorsque:

Théorème1 LesclassesdeMLP irréductibleséquivalentssontidentifiablesi.e.�	���8�	����� S � SI  �
En conclusion,on peutdire quesi on seplacedansl’espacedesMLP irréductibles,
à une fonction ne correspondqu’uneclassede MLP, c’est-à-direqu’il n’y a qu’un
nombrefini de MLP qui représententcettefonction et que l’on sait tous les écrire
à partir de l’un d’entreeux. L’intérêt de considérerdesMLP irréductiblesest que
celaévitequela matricehessiennedela fonctiond’erreursoit non inversiblesurun
ensemblede paramètresd’intérieur non vide. On peutne considérerque desMLP
irréductiblesenimposantdescontraintescomme"la valeurabsolued’un poidsreliant
uneunitécachéeàla sortierestetoujourssupérieureà unmillième", etdemêmepour
lesautresconditions.

Mais en fait dansla pratique,puisqueon choisit les poidsinitiaux au hasard,la
probabilitéquesevérifie l’une destrois conditionsde réductibilitéestextrêmement
faible. Les remarquesprécédentessontimportantespour les résultatsthéoriquesqui
suivent.

On obtientaussidesrésultatssemblablessi le nombrede sortiesestquelconque
(cf la thèsedeJ.Rynkiewicz [RYN 00]).

2.2. Propriétésstatistiques

Considéronsle modèleNARdéfini par l’équation(2). Nousnoterons

+¡�"¢�£�%V!"+V �

où \ �¤
¥*M��_)�#4��N' lescomposantesduvecteurparamètreS et S = savraievaleur
(inconnue).
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Récemment,(MangeasetYao,1997,[MAN 97d])ontétudiélespropriétésasymp-
totiquesde l’estimateurdesmoindrescarréspour un processusNAR général.Leur
approcheestprincipalementbaséesur la théoriede la stabilitépour les chaînesde
Markov (Duflo, 1990,[DUF 90]; Meyn andTweedie,1993,[MEY 94]).

Soit
��¦ �b§ �¤
�� ¦ �	§� ����¨/=

le processusvectoriel, définipar
� ¦ �b§� �¤
����}�������#���!��:�	a��£�

pour ©Hs 1 . La suite

�� ¦ �	§� �

estunechaînedeMarkov homogènesurl’espace
� �

. Le
vecteur


+ª � �������%��ª � � �«� �
estnoté

~ª
. Leshypothèsesci-dessousentraînentla stabilité

de la chaîne
�¬¦ �	§

et en particulier, cettechaînea unedistribution invarianteuniquet �M .
Dansl’article (Mangeaset Yao,1997,[MAN 97d]), lesauteursmontrentle théo-

rèmesuivant:

Théorème2 Consistanceforte et normalité asymptotique Pour le modèle(2),
avec 6 
+®!�7�x¯�k	y3°&
2®�� , supposonsque:

1.

����#����¨/=

est unesuite i.i.d., indépendantedesétatsinitiaux

�����	a��	�����������/=}�

,
telleque ± �	²�[³I´ ,

2. S appartientà un sous-ensemblecompact µ de l’espaceeuclidien
� �

de

dimension\ , tel que S = �Q¶µ (intérieurde µ ).

3. (Conditiond’identifiabilité)Pour tout S différentde S = , � �¸·��� �M
dansle

sensqu’il existeun
~ª �«� �

tel que
� � 
 ~ª:� ·��� �H 
 ~ª:�

.

4. La matricededimension\ � \¹�=���º)»/¼q½J¾¾ ¡ " �	��
 ~ª��(¾¾ ¡ A �	��
 ~ª:��¿ �%V�"2X A V � t �  
+À ~ª)�}� [5]

estdéfiniepositive.

Alors

(a) L’estimateur
jS d est fortementconsistant,c’est-à-dire qu’il converge presque

sûrementvers S = quandR tendvers
� ´

.

(b) Indépendammentde la distribution initiale de la chaînede Markov
�Á¦ �	§

, le

terme Â R ½ jS d�h S = ¿ converge en loi vers la distribution gaussiennemultidimen-

sionnelle0 
213� -/. ¹ ��= � .
En neconsidérantquedesMLP irréductibles,onassurequeleshypothèses3 et 4

sontvérifiées.

Remarquonsquecesrésultatspermettentdeconstruiredesintervallesdeconfiance
et destestsd’hypothèsesur la nullité desparamètres(voir le paragraphe4). La va-
riancerésiduelle-/. estestiméeenpratiquepar

j-/. � �d f d 
 jS d � , et la matrice
¹ =

parj¹�=M� �. dvÃ . f dv
 jS dg� qui peutaussiêtreapprochéepar
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'R @ �JÄ Ã �HÅ��Æ 
�� ¦ �	§� �+Ç Ä Ã �HÅ��Æ 
�� ¦ �	§� �+Ç   �
Il faut remarquerqueleshypothèsessonttrèsfaiblesparrapportaux hypothèses

habituellesdenormalité.

On peutmontrer un théorèmeanaloguepour l’estimateur
~S d , maisalors il faut

supposerquele bruit a unmomentfini d’ordre 12,c’est-à-direque ± 
,� � .� � ³P´ (voir
Rynkiewicz [RYN 00]).

3. Identification presquesûre

3.1. La capacitédegénéralisation

Unedesprincipalesdifficultésintervenantdansl’utilisation de fonctionsde plus
en plus complexes pour l’estimationstatistiquedesprocessusest le phénomènede
sur-apprentissage.Si on utilise unmodèletrop complexe surtroppeudedonnées,on
aboutità la modélisationdubruit qui a engendrélesdonnéessurlesquellesonestime
le modèle.On introduit ainsi un biais dansle modèlequi comprometfortementla
validitédesesrésultatssurdenouvellesdonnéesdumêmeprocessus.Ondit alorsque
le modèle“généralise”mal.Il estdoncapparufondamentaldecontrôlerla complexité
du modèlepour assurerque l’erreur de celui-ci restefaible, non seulementsur les
donnéesquel’on observe, maisaussisurdesdonnéesfutures,nonencoreobservées,
provenantdumêmephénomène.

Vapnik [VAP 95] proposepar exempled’utiliser le principede minimisationdu
risquestructurel.Ceprincipedéfinit un compromisentrela qualitéd’approximation
et la complexité desfonctionsd’approximation.Cependant,le principalinconvénient
desbornesétabliespar Vapnik estqu’ellesne sontvalablesquepour desvariables
aléatoiresindépendantesidentiquementdistribuées.Or danscetarticle,noustraitons
dessériestemporelleset nousnesommespasdansun cadrei.i.d. De plus,la dimen-
sion de Vapnik-Chernovensky n’est connuequepour les MLP ayantdesfonctions
indicatricessur la couchecachée.Dansle casoù les fonctionsd’activationsontdes
tangenteshyperboliques,il n’existe quedesbornessupérieuresde cettedimension.
C’est pourquoi,pour réduirela sur-paramétrisationdenosmodèles,nousutiliserons
plutôt un termedepénalisationqui dépenddunombredeparamètreset dunombrede
données.La philosophied’unetelleapproche(principedeparcimonie)estassezsimi-
laire auprincipedu SRM,maisle cadrethéoriqueestdifférent,ainsiquelesrésultats
qui endécoulent.
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3.2. Identification presque-sûre

Noussupposonsici quenousavonslechoixentreplusieursmodèlespourexpliquer
le processusobservé.Commentchoisirconvenablementunmodèle?Le choixdoit être
parcimonieux(le moinsdeparamètrespossibles)maisfournissantun bonajustement
(desparamètresennombresuffisant).En utilisantles théorèmesexistantsur la sélec-
tion de modèlesau moyende contrastespénalisés(Guyon,1995,[GUY 95]), nous
montronsl’identification presquesûre,grâceà un termedepénalisation,lorsqu’il y a
unnombrefini demodèlespossibles,ayanttousunmodèledominantcommun.

Plusprécisément,supposonsqu’il existe unebornesupérieure
�

pour toutesles
dimensionspossiblespour le modèle.Cettesupposition,bienquestandardpourdes
méthodesde pénalisation,peut paraîtreforte en théorie.Elle n’a cependantpasde
conséquencepratiquepuisqu’onse limite toujoursà unearchitecturemaximalene
serait-cequ’à causedescapacitéslimitéesdecalculet demémoiredesordinateurs.

Soit µ È �LÉ et �&ÊgË�Ì un modèledominant,dont le vecteurde paramètresestS«ÊgË�Ì �Í
2¡M�	��¡ . ����������¡ É � . Considéronsla famille finieÎU�(T�
+¡M�b�%¡ . �������#�%¡ É ��Ï oùcertainescomposantespeuventêtrenullesZ �
Pour � � Î , sous-modèlede ��ÊgË�Ì , onnote \ 
 � � le nombredesparamètresnon

nuls,c’est-à-direla dimensionduvecteurparamètreS , et µ�Ð l’ensembledesvaleurs
possiblesde S . On supposequele vrai modèleestun sous-modèlede � ÊgË#Ì , on le
note � = et la vraievaleurduvecteurparamètreestnotéeS = dedimension\ 
 � = � .

Soit
jS d&X Ð l’estimateurdesmoindrescarrésde S restreintà � ,jS d&X Ð � Arg Ñ Ò y�ÁÓ	ÔLÕ f dH
 S �Ö�

et

f d 
 � � (au lieu de

f d 
 jS d&X Ð �#� le minimum correspondantde la fonction erreur.
Soitaussi


+×	
 © ��� unesuitedenombresréelspositifs.Le contrastedesmoindrescarrés
pénalisés,ContrastWith Penaltyenanglais,avec le tauxdepénalisation


+×	
 © ��� prend
la forme

CWP

 R � � �7� f d 
 � �R � ×	
 R �R \ 
 � �W� [6]

Soit
j� dN� Arg ÑÁÒ y Ð Ó	Ø CWP


 R � � � le modèleestimé,qui estle résultatdedeux
minimisationssuccessivespour un R fixé: uneminimisationsur un espacecontinu,
pour calculer

jS d&X Ð et

f dH
 � � , et uneminimisationsurun espacefini, pourcalculerj� d .

A partir decesdéfinitions,on montrele résultatsuivantdont la preuve complète
setrouvedans(MangeasandYao,1997,[MAN 97d]).

Théorème3 Onsupposequelesconditionsduthéorème(2) sontvérifiées.Onsup-
poseaussiquele tauxdepénalisation

×�
 R � esttel quew Ò|Ñd ×	
 R �R ��1E�
et

w Ò|ÑIÒ y:Ùd ×	
 R �_7w|yÚw|y R sP- .3Û Ü [7]
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où Û (resp.
Ü
) est la plus grande(resp.la plus petite)valeur propre de la matrice¹ =

. Alors, le couple

 j� d � jS d&X ÅÐ Æ � converge presquesûrementvers la vraie valeur
 � =�� S =W� , quandR tendvers

´
.

On remarqueque là encoreil est indispensableque la matrice
¹�=

soit inversible
puisquesapluspetitevaleurpropre

Ü
doit êtredifférentedezéro.La conditiond’iden-

tifiabilité du modèle(cf Théorème1) estfondamentalepuisque,si elle n’estpasvéri-
fiée,cettevaleurpropreestnulle.

A partirduthéorème(3),onpeutdoncproposeruneméthodologied’identification
presquesûrepour déterminerle vrai modèleà l’intérieur de l’ensembledessous-
modèlesde � ÊgË#Ì .

En effet, il suffit de trouver un modèledont à la fois l’erreur deprévisionet son
termedepénalisationsoientsuffisammentpetits.Cethéorèmenousguideessentielle-
mentpourchoisirunepénalisationconvenable.

Ainsi, supposonsque Ý estuneconstantepositive.Un tauxdepénalisationloga-
rithmiquede la forme

×	
 © �H� Ý w|y © vérifie clairementlesconditions(7). Avec un tel
taux de pénalisation,on obtientun critère desmoindrescarréspénalisénoté BIC Þ
utilisépourchoisirle modèle:

BIC Þ � BIC Þ 
 R � � ��� f d 
 � �R � Ý w|y RR \ 
 � � [8]

En pratique,on constatequ’il faut choisir Ý du mêmeordrede grandeurquela
variance-/. , car dansce cas,le critèreBIC Þ ne dépendpasde l’échelle destermes
de la série,voir Mangeas,1997,[MAN 97c]. On peutaussioptimiserla valeurde Ý
(Mangeas,1997,[MAN 97a]),maisle gain obtenusur le modèlene justifie pasles
calculssupplémentaires.

Enfait, onpeutdémontrerlesmêmesrésultatsenutilisantlespropriétésdel’esti-
mateur

~S d et danscecasle critèreavecpénalisationutilisé estexactementle critère
BIC usueldonnépar:

BIC
�Iw|y f d�
 � �R � w|y RR \ 
 � �W� [9]

Celui-ciestassociéà l’estimateurdumaximumdevraisemblancelorsquele bruit
estgaussien,et il a l’avantagequ’il n’est pasnécessaired’introduire uneconstanteÝ , car le premiertermeen logarithmeestassezinsensibleà la variancedu bruit. Par
contrececritèren’estutilisablequesi ± � � .�ß³P´ .

On a ainsi obtenudeuxcritères(proches,mais différents)dont la minimisation
conduitenthéoriepresquesûrementversle vrai modèle,pourautantqu’onparted’un
modèledominantqui soitunsur-modèleduvrai modèle.
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4. Recherche pratique du vrai modèle

A partir du théorème(3), on peutdoncproposerla méthodesuivantededétermi-
nationduvrai modèle.

Pourinitialiser l’architecture,nouscommençonsparprendretouteslesentréesper-
tinentes(commeon lesobtiendraità partird’un modèlelinéairedebase)et uneseule
unitécachée.Ensuiteonajouteprogressivementdesunitésdansla couchecachée,en
calculantàchaqueétapele critèreBIC Þ (resp.BIC), tantquela valeurdececritèredé-
croît.Quandle critèreBIC Þ (resp.BIC) restestableou commenceà croître,on arrête
la recherchedemodèle,et onprendle derniermodèlecommemodèledominantnoté��ÊgË�Ì . Onremarqueraqu’onsupposeaveccetteméthodologiequelecritèreBIC Þ (resp.
BIC) estunefonctionconvexe dunombred’unitéscachées.C’estd’ailleurscequi est
fait classiquementlorsqu’onutilisedescritèresdetypeBIC surdesmodèleslinéaires.
Il paraîtdifficile dejustifier cettehypothèsethéoriquement,cependantcetteméthode
a l’avantaged’êtresimpleà mettreenoeuvreet donneempiriquementdebonsrésul-
tatscommele montrel’exempletraitédansla sectionsuivanteet lesétudesfaitessur
donnéesréelles(voir Mangeas,[MAN 97b]).

L’initialisation desparamètresest faite de manièretrès simple.Avec une seule
unité cachée,les coefficients


 D "+� � sontpris égauxaux valeursissuesdu modèleli-
néaire,le coefficient

< =
estpris égalà la valeurmoyennede la série,lesautressont

petitsetaléatoires(parexempleentre-0.5et0.5).

Enfait, beaucoupdechercheursontproposédesméthodesetdesastucespourini-
tialisercorrectementlesparamètres,maisil resteàproposeruneméthodeefficacequi
permettraitdes’approcherd’un minimumglobal.Nousavonsfait desessaisenutili-
santl’algorithmedu recuitsimulé,maislestempsdecalculsonttrèslongset onpeut
plus simplementrépéterplusieursinitialisationsdifférenteset garderla meilleure!
(voir la thèsedeJosephRynkiewicz [RYN 00]).

Rappelonsque S«ÊgË�Ì �à
2¡M�	�%¡ . �������#�%¡ É � est le vecteurparamètreassociéau
modèle � ÊgË�Ì . En principe,pour estimerle vrai modèle,nousdevrions explorer ex-
haustivementla famille finie de touslessousmodèles� du modèledominant � ÊgË�Ì
et calculerle BIC Þ (resp.le BIC) pourchacun.Mais le nombredecessous-modèles
estexponentiellementgrand(comme

_ É
) et il estimpossibledele faire enpratique.

Alors commeenrégressionlinéaire,(DraperandSmith,1981,[DRA 81]), nouspro-
posonsuneméthodestatistiquepasà pas: StatisticalStepwiseMethod,SSM) pour
guiderla recherchedans

Î
. Unetelle stratégiededescenteestbaséesur la normalité

asymptotiquede l’estimateur
jS d . Voir [COT 95] pourdesprésentationsantérieures

del’algorithmeSSM,avecdenombreuxexemples.

Déciderla suppressionou nond’un poids
¡�á

estéquivalentà construirele testde
l’hypothèsenulle "

¡�á��ß1
" contrel’hypothèsealternative "

¡�á ·�ß1
", c’est-à-direun

testdeStudentsur
¡�á

, (en fait un testGaussienpuisquela normalitéde l’estimateur
dupoidsestassuréeseulementlorsqueR estgrand).
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Déciderlessuppressionssuccessivesdespoids
¡ á � �%¡ á � �������#�%¡ á¥â estéquivalentà

testeritérativementunesuitedemodèlesemboîtés� ÊeË�Ì � � á �ÊgË�Ì � � á � X á �ÊgË�Ì ������� , où
¡ á � �13��¡ á � ��¡ á � �I13������� .

NousutiliseronsdonclesstatistiquesdeStudentcommeuneaideà l’exploration
dela famille

Î
toutensuivantunetrajectoiredécroissanteducritèreBIC Þ (resp.BIC).

Considéronsla suppressiond’un poids
¡�á

, où � est le modèlecourantet � á le
sous-modèlede � obtenuen posantle paramètre

¡�á
égalà 0 (en supposantque

¡�á
estun paramètrenonnul de � ). Pourtester� á contre � , c’est-à-dire"

¡�á&�(1
" contre

"
¡�á ·�81

", oncalculela statistiquedeStudentã á � j¡ áj- 
 j¡�á��
où j- 
 j¡�á��g� j-Â R5ä 
 j¹ &�= �{á|X á
estl’écart-typeestiméde

j¡�á
.

On accepte"
¡�áq�å1

" si la statistique
ã á

est inférieureen valeurabsolueà une
valeur seuil lue dansla tablede la loi gaussienneet qui dépenddu niveaudu test
voulu.Par exemple,enfixantceseuilà 1, on risquedesetromper3 fois sur10quand
on garde

¡�á
alorsqu’il ne fallait pas,maisle risquedesetromperensupprimant

¡�á
estrapidementtrèspetit dèsque

¡�á
estdifférentde0.

On saitquece testdeStudentestrigoureusementéquivalentautestde � á contre� , qui utiliseclassiquementunestatistiquedeFisherdonnéepar:ã .á � f d�
 � á2��h f dæ
 � �f d 
 � ��ÏE
 R h \ 
 � ��� � [10]

Mais commeon s’est placédansun cadreasymptotique,

f d 
 � �#ÏE
 R h \ 
 � ���
convergepresquesûrementvers -/. et peutêtreconsidérécommeuneconstantepourR grand.

ã .á estdoncproportionnelà

f dæ
 � á+��h f d�
 � � .
Or on peutremarquerquela différencedesvaleursdesBIC Þ pourcesdeuxmo-

dèles� á et � vaut:

BIC Þ 
 � áç�eh BIC Þ 
 � �g� 'R T f dv
 � áç�eh f dH
 � � Z h Ý w|y RR �
[11]

Comme� á estun sous-modèlede � ,

f dv
 � áç� esttoujourssupérieureà

f dH
 � � , et
doncpourmaximiserla décroissancedeBIC Þ il fautminimiserladifférence

f dæ
 � á+�}hf dH
 � � , et doncsupprimersi possiblele poids
¡�á

tel que
ã .á soit minimum. C’est la

règle d’élagageet en pratique,on supprimeun poidsdèsque
ã .á Gè' et/ou BIC Þ

décroît.

Notonsque
ã á

estconnudèsque
jS d&X Ð estestimédansle modèle � et peutêtre

calculésansre-estimationdesparamètresdansle sous-modèle� á . Il n’est doncpas
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nécessaired’essayertousles � á possiblespour ré-estimerlesparamètreset calculer
touteslessommesdecarrés

f d 
 � á � pourchoisir le meilleursous-modèle� á .
Lesremarquesprécédentess’appliquentprécisémentaucasdela minimisationdu

critèreBIC Þ maiselless’appliquentaussid’une manièreapprochéeau critèreBIC.
Il n’estpaséquivalentdeminimiserunedifférenceou unedifférencedelogarithmes,
maiscen’estpastrèsdifférent!

Enrésumé,la procédurederechercheduvrai modèleestcommesuit:

1. Déterminer �&ÊgË�Ì , commeexpliqué à la Section4 et estimerles paramètres
(entraînerle réseau).

2. Calculerpourchaqueé , le rapport
ã ác� j¡�á2Ï j- 
 j¡�áç� .

3. Trouver é � réalisantle minimumdecesrapportsenvaleurabsolue.

4. Accepterl’élimination de
¡�á � seulementsi le critèreBIC Þ (resp.BIC) a dimi-

nué.

5. En casde rejet, arrêterle processusd’élimination, et garderle modèlepré-
cédent.En cas d’acceptation,ré-estimerles paramètrescorrespondantau modèle
 � á �ÊeË�Ì � , etrépéterl’étape2),àpartirdumodèle


 � á �ÊgË#Ì � , pourchercherunautreindiceé . � etc.

La règle d’arrêt est tout à fait naturelle: on continuele processusd’élimination
tant que le critère BIC Þ (resp.BIC) décroît.Ceci fournit une critèreobjectif, bien
fondé, reposantsur les propriétésstatistiquesdesestimateursdespoids.On est en
réalitécapablededécidercequ’estun "petit" poidsqui peutêtreéliminé.

L’algorithmeSSMappartientà la famille desstepwisebackward algorithmslarge-
mentutilisé enanalysede régression(DraperandSmith,1981,[DRA 81]). Remar-
quonsqu’il estaussipossibled’utiliser uneascendingstepwisemethod, pourguider
la recherched’un minimumglobalducritèreBIC Þ (resp.CIP),voir (JuttenandChen-
touf, 1995,[JUT 95]).

La méthoded’élagageSSMestprochede l’algorithme OBD défini par (Le Cun
et al., 1990,[CUN 90]), carils choisissentdela mêmemanièrele paramètrecandidat
à l’élimination. Mais leur algorithmene fournit pasde critèred’arrêt du processus
d’élagage,il a besoind’une évaluationde la performancequi se fait en dehorssur
un ensemblededonnéesexternes.Celaexige d’avoir unestratégiededécoupagedes
donnéesenensembled’apprentissageet ensembledevalidation,et sacrifieuncertain
nombrededonnéesaudétrimentdela qualitéd’évaluationdu modèle.Ici, grâceaux
résultatssur l’identification presquesûredu modèle,nousobtenonsun critèred’arrêt
théorique: le critèreBIC Þ (ou BIC). Le principeestd’arrêterla suppressionde pa-
ramètresdèsquele critèreBIC Þ (ou BIC) croît. Notonsqu’aveccetteméthodenous
gardonsdoncunmaximumdedonnéespourl’apprentissage,cequipermetd’exploiter
aumieuxl’information fournieparcelles-ci.
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5. Exemple

Nousallonstestersurunesimulationl’efficacitédu critèreBIC Þ . La véritablear-
chitecture,le vrai vecteurparamètreS = et la variancedu bruit gaussienassociésont
connus.Le modèlechoisi(voir figure1) estunperceptronà2 entrées,2 unitéscachées
etunesortie,et8 paramètres(unedesunitéscachéesn’estpasreliéeàunedesentrées.
La fonction

� �H
duvrai modèles’écrit� � �I¯%k	yE°�
�hH1E�Yê � ���� hI')� ê � �{!ë �N13� ê)�!�;¯%k	yE°&
 � �{!ë h�1E�Yê��/�;1E�Yê���� � �

Le bruit utilisé

,� � �

esti.i.d. Gaussienavecunevariance-/.= ��1E�|' .
Notre but est de retrouver la vraie architectureainsi que les bonsparamètres.

Puisquece modèlecomportepeudeparamètres,on peutcomparerla rechercheex-
haustiveaveclaméthodologieSSM.La rechercheseraeffectuéeparmilessous-modèles
dumodèledominantdécritfigure2.
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Figure 1. Vraiearchitecture
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Figure 2. Architecturedominante

On simule 50 fois et de façon indépendanteune suite de 1000 points.L’archi-
tecturedu vrai modèleavec 8 connexionsestmontréefigure1. Le modèledominant
utilisé, avec 16 connexions, est montréfigure 2. Pour le critère BIC Þ , nousfixonsÝ � -/.= �]13�z' , un choix qui a l’avantagederendrele poidsdu termedepénalisation
invariantduniveaudubruit duprocessusétudiéetqui donneenmoyennelesmeilleurs
résultatspratiques(cf [MAN 97b]). Afin d’éviter lesminimalocaux,l’estimationdes
paramètresestlameilleureobtenueparmi10estimationspartantd’initialisationsaléa-
toiresdifférentes.

Le Tableau1 montrela proportiondestrois architectures:R ,ì , í (minimisantle
critèreBIC Þ ) retenuesparla rechercheexhaustivesur50simulations.Commeespéré
la vraiearchitectureR apparaîtpour73%descas.Lesautresgagnantesì et í sont
trèsprochesde l’architectureR maisavec,respectivement,uneconnexion depluset
uneconnexion de moins.Elles apparaissent,respectivement,dans12% et 10% des
cas.Le tableau2 montrelestroismeilleuresarchitecturessélectionnéesparSSMpour
50simulations.On peutremarquerquecettestratégiefournit lesmêmesarchitectures
et quela vraiearchitectureesttrouvéedans62%descas.
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Architecture Pourcentage
finale sur50simulationsR 0.73ì 0.12í 0.10

Tableau 1. performancesde la recherche
exhaustive.

Architecture Pourcentage
finale sur50simulationsR 0.62ì 0.22í 0.16

Tableau2. PerformancesdeSSM.

6. Conclusion

Lesprincipauxrésultatsdecepapierpeuventêtreétendusenplusieursdirections.
Tout d’abordon peutajouterdesvariablesexogènescommeentréesdu réseauet étu-
dier cequ’on appelleraun modèleNARX. Ensuite,on peutintroduiredesretardsde
l’erreurenentréepourdéfinirunmodèlenonlinéairedetype“ARMA". Enfin,onpeut
étendretouslesrésultatsaucasdesortiesmulti-dimensionnelles.Danssontravail de
thèse,JosephRynkiewicz a montréqu’il fallait minimiserdanscecasle déterminant
dela matricedecovarianceempiriquedel’erreur[RYN 00].

Touscesrésultatsont étéétablispuis testéssur desexemplessimuléset sur des
donnéesréelles,parexemplela sériedestâchessolaires,la consommationélectrique
journalière(Cottrell et al., 1995, [COT 95]), différentessériesréellesou simulées,
(Mangeas,[MAN 97b]), maisaussiplus récemmentsur desdonnéesdepollution en
niveaud’ozoneà Paris(cf Rynkiewicz, [RYN 00]).

Attention,tout cecines’appliquequepourdessériestemporellesstationnaireset
l’utilisation de réseauxdeneuronesnesupprimepasla nécessitédespré-traitements
classiques,il fautabsolumentenlever lestendancesetpériodicités.

Un logiciel appeléREGRESS,écrit parJosephRynkiewicz, permetd’estimerles
paramètresd’un réseaude neuronespour un modèlede régressionou d’analysede
sériestemporelles.Il utilise la méthodeSSM(baséeauchoixsur lescritèresBIC Þ ou
BIC) pour choisir la meilleurearchitecture,et il estdisponibleà l’adresseinternet:
“http://panoramix.univ-paris1.fr/SAMOS”.Il inclut aussila possibilitéd’estimerdes
modèlescomprenantunechaînedeMarkov cachée.
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